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Abstract

The world of banking requires a marketer to be able to reduce the risk of borrowing by keeping his customers from occurring
non-performing loans. One way to reduce this risk is by using data mining techniques. Data mining provides a powerful
technique for finding meaningful and useful information from large amounts of data by way of classification. The classification
algorithm that can be used to handle imbalance problems can use the Random Forest (RF) algorithm. However, several
references state that an optimization algorithm is needed to improve the classification results of the RF algorithm. Optimization
of the RF algorithm can be done using Bagging and Genetic Algorithm (GA). This study aims to classify Bank Marketing data
in the form of loan application receipts, which data is taken from the www.data.world site. Classification is carried out using
the RF algorithm to obtain a predictive model for loan application acceptance with optimal accuracy. This study will also
compare the use of optimization in the RF algorithm with Bagging and Genetic Algorithms. Based on the tests that have been
done, the results show that the most optimal performance of the classification of Bank Marketing data is by using the RF
algorithm with an accuracy of 88.30%, AUC (+) of 0.500 and AUC (-) of 0.000. The optimization of Bagging and Genetic
Algorithm has not been able to improve the performance of the RF algorithm for classification of Bank Marketing data.
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Abstrak

Dunia perbankan mengharuskan seorang marketing agar mampu mengurangi resiko peminjaman dengan cara menjaga
nasabahnya agar tidak terjadi kredit bermasalah. Salah satu cara untuk mengurangi resiko tersebut adalah dengan menggunakan
teknik data mining. Data mining menyediakan teknik yang kuat untuk menemukan informasi yang bermakna dan berguna dari
sejumlah besar data dengan cara klasifikasi. Algoritma klasifikasi yang dapat digunakan untuk menangani masalah imbalance
dapat menggunakan algoritma Random Forest (RF). Namun demikian beberapa referensi menyebutkan bahwa diperlukan
algoritma optimasi guna meningkatkan hasil klasifikasi dari algoritma RF. Optimasi algoritma RF dapat dilakukan dengan
menggunakan Bagging dan Genetic Algorithm (GA). Penelitian ini bertujuan untuk mengklasifikasikan data Bank Marketing
berupa penerimaan pengajuan pinjaman yang mana datanya diambil dari situs www.data.world. Klasifikasi dilakukan dengan
menggunakan algoritma RF untuk memperoleh model prediksi penerimaan pengajuan pinjaman dengan akurasi yang optimal.
Penelitian ini juga akan membandingkan penggunaan optimasi pada algoritma RF dengan Bagging dan Genetic Algorithm.
Berdasarkan pengujian yang telah dilakukan diperoleh hasil bahwa performa paling optimal dari klasifikasi data Bank
Marketing adalah dengan menggunakan algoritma RF dengan akurasi sebesar 88,30%, AUC (+) sebesar 0,500 dan AUC(-)
sebesar 0,000. Adapun penggunaan optimasi Bagging dan Genetic Algorithm ternyata belum mampu meningkatkan performa
dari algoritma RF untuk klasifikasi data Bank Marketing.

Kata kunci: Data Mining, Bank Marketing, Random Forest, Bagging, Genetic Algorithm

1. Pendahuluan pertimbangan seperti kepercayaan, tenggang waktu,
tingkat risiko serta objek kredit. Hal tersebut diperlukan
karena seorang marketing wajib menjaga nasabahnya
agar tidak terjadi kredit bermasalah dimana kredit
bermasalah kerap menjadi resiko utama dalam setiap
pemberian kredit [2]. Salah satu cara untuk mengurangi
resiko pengajuan kredit adalah dengan menambang

Pembiayaan kredit adalah penyedian dana berdasarkan
persetujuan pinjam meminjam antara Bank dengan
nasabah atau pihak lain yang mewajibkan pihak
peminjam agar melunasi pinjamannya setelah jangka
waktu tertentu [1]. Bagian marketing perlu menyeleksi
calon nasabah untuk diberikan kredit dengan beberapa
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informasi dari data yang sudah ada sebelumnya, dimana
teknik yang dapat digunakan adalah data mining [3].

Data mining (DM) menyediakan teknik yang kuat untuk
menemukan informasi yang bermakna dan berguna dari
sejumlah besar data, sehingga sangat berguna untuk
diaplikasikan pada dunia nyata [4]. Teknik data mining
secara luas dibagi menjadi dua kategori yaitu prediktif
dan deskriptif. Pada metode prekdiktif dapat dilakukan
dengan model Kklasifikasi. Klasifikasi adalah proses
mengubah catatan data menjadi sekumpulan kelas yang
sama [5]. Situs www.data.world telah menyediakan set
data Bank Marketing berupa data sampel yang terdiri
dari 45.211 record pengajuan kredit dengan 16 atribut
dan tidak ada missing value, sehingga dapat digunakan
untuk membangun model klasifikasi [6]. Penelitian ini
menggunakan seluruh record dari set data Bank
Marketing yang diambil dari situs www.data.world.
Berdasarkan 16 atribut yang ada, jenis data dari set data
Bank Marketing termasuk kategori data imbalance,
sehingga dibutuhkan algoritma yang tepat untuk
mengklasifikasikan data tersebut.

Menurut beberapa penelitian algortma Random Forest
(RF) dapat digunakan untuk Klasifikasi data imbalance
dalam jumlah besar dengan memberikan hasil performa
yang baik dan waktu eksekusi yang cepat [7] [8].
Penelitian yang dilakukan oleh Wei Chen (2017)
mengungkapkan bahwa dalam hal klasifikasi, algoritma
RF mampu memberikan akurasi yang lebih besar
dibandingkan dengan algoritma tree yang lain seperti
logistic model tree (LMT) dan classification and
regression tree (CART) [9]. Namun demikian, beberapa
penelitian menghimbau agar dalam model kasifikasi
dilakukan optimasi untuk membuat performa yang
dihasilkan dapat lebih baik [10]. Dengan melakukan
optimasi dapat membantu proses evaluasi kecocokan
setiap instance data dengan hasil yang diinginkan [11].

Eyad Elyan dan M. Medhat Gaber menyebutkan bahwa
pada algoritma RF, pengaturan parameter untuk
penentuan kelas data memiliki ruang pencarian yang
besar dan overfitting sehingga menjadi masalah
optimasi [12]. Salah satu cara optimasi yang dapat
digunakan untuk mencegah overfitting dan mengurangi
varians data adalah dengan menggunakan metode
Bagging [13]. Selain menggunakan Bagging, optimasi
algoritma RF juga dapat dilakukan menggunakan
Genetic Algorithm (GA), karena strategi pengoptimalan

pada GA dapat digambarkan sebagai prosedur
pengoptimalan global dengan keuntungan tidak
bergantung pada nilai awal parameter untuk

mendapatkan konvergensi data [14] .

Algoritma Bootstrap Aggregation atau yang lebih
dikenal dengan nama Bagging adalah metode ensemble
yang digunakan untuk mengklasifikasikan data dengan
akurasi yang baik [15]. Bagging mampu mengurangi
tingkat kesalahan klasifikasi kasusnya klasifikasi
dengan 50 pengulangan [16]. Algortma Bagging dapat
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digunakan untuk menghindari penurunan keragaman,
meningkatkan kecepatan klasifikasi dan menurunkan
kebutuhan memori [17]. Sedangkan pada GA, dapat
memberikan hyper parameter dengan hasil yang hampir
sama dengan pencarian grid dengan waktu komputasi
yang lebih cepat [18]. Beberapa penelitian menyebutkan
bahwa optimasi GA dapat meningkatkan performa dari
algoritma RF dengan cukup signifikan [19] [20].

Berdasarkan pembahasan pada paragraph sebelumnya
penelitian ini akan membahas tentang penggunaan
algoritma RF untuk klasifikasi data Bank Marketing.
Selain itu akan digunakan juga metode optimasi
Bagging dan GA untuk dilihat apakah dengan
menggunakan kedua algoritma optimasi tersebut dapat
meningkatkan performa dari algoritma RF untuk
klasifikasi data Bank Marketing.

2. Metode Penelitian
2.1. Data yang digunakan

Penelitian ini menggunakan data sekunder yang diambil
dari situs www.data.world pada tanggal 02 November
2020 berupa set data Bank Marketing [6]. Set data Bank
Marketing terdiri dari tiga variabel yaitu data klien bank,
kontak terakhir Klien, dan label. Setiap variabel memiliki
atribut masing-masing dimana atribut dari setiap
variabel dapat dilihat pada Tabel 1. Adapun jumlah
record data yang terdapat pada data Bank Marketing
adalah sebanyak 45.211 record yang terdiri dari 16
atribut dan tidak terdapat missing value, sehingga tidak
memerlukan pre-processing data.

Tabel 1. Atribut Data Bank Marketing

Variabel Atribut Type Data
Data Klien Bank Age Integer
Job String
Marital String
Education String
Default Boolean
Balance Integer
Housing Boolean
Loan Boolean
kontak terakhir klien  Day Integer
Month String
Duration Integer
Campaign Integer
Pdays Integer
Previous Integer
Poutcome String
Label Accapted (y) Boolean

2.2. Model Penelitian

Penelitian ini menggunakan model perbandingan antara
penggunaan Random Forest (RF) dan RF dengan
optimasi Bagging dan Genetic Algoritm (GA) untuk
klasifikasi data Bank Marketing. Adapun perbandingan
dilakukan sebanyak empat kali yaitu:

1) Klasifikasi data Bank Marketing menggunakan RF
2) Klasifikasi data Bank Marketing menggunakan RF
dengan optimasi Bagging
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3) Klasifikasi data Bank Marketing menggunakan RF
dengan optimasi GA

4) Klasifikasi data Bank Marketing menggunakan RF
dengan optimasi Bagging dan GA.

Proses validasi pada penelitian ini menggunakan cross
validation. Adapun secara lebih jelas dari model
penelitian yang digunakan pada penelitian ini dapat
dilihat pada Gambar 1.

Data Bank

Marketing

v L v ¥

Klasifikasi Klasifikasi Klasifikasi Klasifikasi
RF GA+RF BA + RF GA+RF+Bagging

| [ [ !
v

Apply Model

v

Akurasi
AUC

Hasil Pengujian
Akurasi
AUC

Gambar 1. Model Penelitian yang dibangun

Pada tahapan apply model dilakukan penerapan model
yang telah dilatih sebelumnya menggunakan data
training pada data testing. Berdasarkan Gambar 1 dapat
diketahui bahwa hasil pengujian model adalah berupa
nilai akurasi dan nilai area under the curve (AUC).
Beberapa penelitian mungkin hanya menguji performa
algoritma klasifikasi dengan melihat nilai akurasinya
saja, akan tetapi untuk beberapa data tertentu juga
membutuhkan pengukuran performa yang lain.
Penelitian ini juga menggunakan pengujian AUC untuk
melihat performa dari model penelitian, Kkarena
pengujian AUC dapat digunakan untuk melihat hasil
yang lebih detail dari pengujian akurasi [21].

2.3. Klasifikasi dengan Random Forest

Random Forest (RF) adalah algoritma yang
menggunakan metode pemisahan biner rekursif untuk
mencapai node akhir dalam struktur pohon berdasarkan
pada pohon klasifikasi dan regresi [22]. Breiman tahun
2001 memperkenalkan algoritma RF  dengan
menunjukkan beberapa kelebihan diantaranya mampu
menghasilkan error yang relatif rendah, performa yang
baik dalam Klasifikasi, dapat mengatasi data pelatihan
dalam jumlah besar secara efisien, serta metode yang
efektif untuk mengestimasi missing data. RF
menghasilkan banyak pohon independen dengan subset
yang dipilih secara acak melalui bootstrap dari sampel
pelatihan dan dari variabel input disetiap node. RF
melakukan Kklasifikasi dengan cara mengadopsi
pendekatan ansambel dari berbagai pohon melalui

DOI: https://doi.org/10.29207/resti.v5i1.2813

kemunculan mayoritas untuk mencapai keputusan akhir
[23].

Set data pelatihan pada algoritma RF diformulasikan
sebagai S = {(xi, y)),i=1,2, ..., N;j=1,2, ..., M},
dimana x adalah sampel dan y adalah variabel fitur S. N
adalah jumlah sampel pelatihan, dan ada variabel fitur M
di setiap sampel [24]. Adapun dalam pembangunan
algoritma RF terdiri dari 3 langkah yaitu: (1) Sampling
himpunan bagian pelatihan k, (2) Pembuatan setiap
model pohon keputusan, dan (3) Pengumpulan k pohon
ke dalam model RF. Penggunaan algoritma RF untuk
klasifikasi dapat diterapkan pada data imbalance dalam
jumlah besar dengan memberikan hasil performa yang
baik dan waktu eksekusi yang cepat [7] [8].

2.4. Optimasi dengan Bagging

Bootstrap aggregating atau biasa disebut Bagging
adalah metode ensembel yang biasa diterapkan pada
kasus klasifikasi yang bertujuan untuk meningkatkan
akurasi klasifikasi dengan menggabungkan klasifikasi
tunggal, dan hasilnya lebih baik daripada random
sampling [25]. Bagging melakukan bootstrap atau
teknik sampling pada data asli sebanyak n kali dengan
penggantian untuk membuat set pelatihan [26]. Setiap
data latih dibuat pohon Klasifikasi dan proses agregat
atau suara terbanyak untuk kasus klasifikasi dan rata-
rata untuk kasus regresi [27].

Penerapan Bagging pada algoritma Tree dilakukan
dengan cara pohon Kkeputusan diturunkan dengan
membangun pengklasifikasi dasar Ci, Co,..., Cy pada
sampel bootstrap D1, D2, .., Dy dengan penggantian dari
kumpulan data D. Kemudian model akhir atau pohon
keputusan diturunkan sebagai a kombinasi dari semua
pengklasifikasi dasar Ci, C,,..., C, dengan suara
terbanyak. Cara ini dapat diterapkan pada semua
pengklasifikasi dengan pohon keputusan seperti REP
Tree, random forest, C4.5 J48 dll [28].

2.5. Optimasi dengan Genetic Algorithm

Genetic Algorithm (GA) adalah algoritma dengan
pendekatan pencarian heuristik yang dapat diterapkan
pada berbagai masalah optimasi [29]. GA melakukan
proses optimasi berdasarkan pada populasi sampel. GA
mengembangkan populasi solusi kandidat menuju solusi
yang lebih baik [30]. Selama pelaksanaan GA, populasi
individu mengalami operator genetik seperti: seleksi,
persilangan dan mutasi. Pada tahap seleksi terdapat
fungsi yang digunakan untuk mengevaluasi individu-
individu pada populasi yang bertujuan untuk mengukur
kesesuaian solusi tertentu terhadap masalah yang
diberikan. Individu yang paling cocok selama langkah
ini dipilih untuk mereproduksi dan menghasilkan
individu baru yang mungkin merupakan solusi yang baik
untuk masalah tersebut [31].

Menurut teori Darwin, individu yang paling bugar
cenderung memiliki kemungkinan lebih baik untuk
menyebarkan gen mereka ke generasi mendatang dan
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dengan demikian menghasilkan keturunan yang lebih
beradaptasi dengan lingkungan tempat mereka tinggal
[32]. GA dikembangkan berdasarkan mekanisme seleksi
alam dan genetika meniru makhluk hidup untuk
memecahkan masalah sulit dengan kompleksitas tinggi
dan struktur yang tidak diinginkan. GA dapat
dikembangkan sebagai solusi untuk masalah dunia nyata
jika dikodekan dengan tepat.

2.6. Penilaian Klasifikasi

Indikator penilaian sangat penting untuk mengevaluasi
kinerja setiap algoritma pembelajaran mesin. Terdapat
banyak indikator penilaian dibidang klasifikasi
diantaranya akurasi dan area under the curve (AUC).
Akurasi adalah persentase sampel target dan non-target
yang diprediksi dengan benar dan mencerminkan
kemampuan pengklasifikasi sebagian data sampel (data
testing) untuk menentukan seluruh sampel (data
training) [33]. Pengukuran akurasi tidak dipengaruhi
oleh banyak atau sedikitnya data saja melainkan juga
dari imbalancing dari data yang digunakan. Adapun
akurasi dapat diukur dengan persamaan berikut:

TP+TN y
TP+ FP+TN+FN

True Positive (TP) adalah jumlah sampel positif yang
diprediksi benar; False Positive (FP) adalah banyaknya
sampel positif yang prediksi salah; True Negative (TN)
adalah jumlah sampel negatif yang diprediksi dengan
benar; False Negative (FN) adalah jumlah sampel
negatif yang diprediksi salah.

Akurasi = 100

Area under the curve (AUC) adalah parameter yang
secara intuitif mengukur probabilitas skor sampel positif
lebih besar dari sampel negatif saat pengambilan sampel
positif dan sampel negatif secara acak. AUC adalah
penilaian kinerja model yang sudah biasa digunakan.
Nilai AUC berkisar dari 0 hingga 1, di mana 1 mewakili
kinerja optimal dan 0 mewakili kinerja terburuk [21].
pengujian AUC juga dapat digunakan untuk melihat
hasil yang lebih detail dari pengujian akurasi.

3. Hasil dan Pembahasan

Penelitian ini menggunakan dataset sekunder berupa
data bank marketing yang diambil dari situs
www.data.world yang kemudian diklasifikasikan
menggunakan algoritma RF. Algoritma optimasi juga
digunakan pada penelitian ini untuk dibandingkan
apakah dengan menggunakan algoritma optimasi dapat
memberikan peningkatan akurasi dari algoritma RF.
Adapun algoritma optimasi yang digunakan pada
penelitian ini ada 2, yaitu GA dan Bagging. Setelah
dilakukan pengujian akan diperoleh nilai akurasi dan
nilai AUC untuk kemudian dilakukan analisa hasil
pengujian.
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3.1. Hasil Penelitian

Pengujian yang dilakukan menggunakan cross
validation. Penggunaan cross validation dipilih karena
dapat membagi dataset menjadi k bagian dataset dengan
ukuran yang sama. Setiap kali berjalan, satu pecahan
berperan sebagai dataset testing sedangkan pecahan
lainnya menjadi dataset training. Hasil dari pengujian
klasifikasi data bank marketing dengan optimasi GA dan
Bagging dapat dilihat pada Tabel 2.

Tabel 2. Hasil Akurasi Pengujian Model Penelitian

Algoritma Akurasi
RF 88,30%
RF + Bagging 88,30%
GA + RF 88,30%
GA + RF + Bagging 88,30%

Berdasarkan Tabel 2 dapat diketahui bahwa nilai akurasi
dari algoritma RF untuk klasifikasi data Bank Marketing
adalah sebesar 88,30%. O ptimasi algoritma RF dengan
algoritma Bagging untuk Klasifikasi data Bank
Marketing juga memperoleh akurasi sebesar 88,30%,
sedangkan optimasi RF dengan GA untuk klasifikasi
data Bank Marketing memperoleh akurasi 88,30%,
bahkan kombinasi optimasi menggunakan GA dan
Bagging pada algoritma RF untuk klasifikasi data Bank
Marketing juga memperoleh akurasi yang sama, yaitu
88,30%. Hasil pengujian yang diperoleh menunjukkan
bahwa optimasi penggunaan algoritma Bagging, GA
ataupun kombinasi dari Kkedua algoritma optimasi
tersebut ternyata belum dapat meningkatkan akurasi dari
algoritma RF untuk klasifikasi data Bank Marketing.

Hasil pengujian dari penelitian ini selain digunakan
untuk mengetahui nilai akurasi, juga digunakan untuk
mengetahui nilai area under the curve (AUC), dimana
nilai AUC diperoleh dari penghitungan hubungan antara
false positive dan true positive. Semakin tinggi nilai
AUC, maka semakin baik baik model klasifikasi yang
digunakan. Memeriksa “kecuraman” kurva penting bagi
penelitian ini karena menggambarkan maksimalisasi
rasio true positive sambil meminimalkan rasio false
positive. Adapun hasil AUC dari pengujian model
penelitian ini dapat dilihat pada Tabel 3.

Tabel 3. Hasil AUC Pengujian Model Penelitian

Algoritma AUC (+) AUC (5)
RF 0,500 0,000
RF + Bagging 0,514 0,043
GA +RF 0,500 0,000
GA + RF + Bagging 0,567 0,068

Berdasarkan Tabel 2 dapat dilihat bahwa nilai AUC dari
algoritma RF untuk Klasifikasi data Bank Marketing
sama dengan nilai AUC dari algoritma RF yang
dioptimasi dengan Genetic Algoritm dimana kurva true
positive bernilai 0,500 sedangkan kurva false positive
bernilai 0,000, sehingga jarak dari kurva true positive
terhadap kurva false positive adalah sebesar 0,500. Hasil
AUC dari algoritma RF dengan optimasi Bagging untuk
klasifikasi data Bank Marketing memperoleh kurva true
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positive bernilai 0,514 sedangkan kurva false positive
bernilai 0,043, sehingga jarak dari kurva true positive
terhadap kurva false positive adalah sebesar 0,471. Hasil
AUC dari algoritma RF dengan optimasi Genetic
Algoritm dan Bagging untuk Klasifikasi data Bank
Marketing memperoleh kurva true positive bernilai
0,567 sedangkan kurva false positive bernilai 0,068,
sehingga jarak dari kurva true positive terhadap kurva
false positive adalah sebesar 0,499. Adapun jarak dari
kurva true positive terhadap kurva false positive pada
setiap algoritma yang digunakan pada penelitian ini
dapat dilihat pada Gambar 2.

g 0,500 0,500 0,499
=3

~

g

o 0,471

) I

RF RF + Bagging GA+RF GA+RF+
Bagging

Gambar 2. Jarak Kurva True Positive Terhadap Kurva False Positive
3.2. Analisa Hasil Penelitian

Berdasarkan hasil akurasi dari pengujian model
klasifikasi yang digunakan pada penelitian ini dapat
diketahui bahwa penggunaan optimasi Bagging dan GA
ternyata belum mampu meningkatkan akurasi dari
algoritma RF untuk Klasifikasi data Bank Marketing.
Namun demikian berdasarkan nilai AUC memperoleh
hasil yang berbeda. Berdasarkan jarak dari kurva true
positive terhadap kurva false positive pada setiap
algoritma yang digunakan dapat diketahui bahwa:

1) Penggunan algoritma RF untuk klasifikasi data Bank
Marketing sama baiknya dengan penggunaan
algoritma RF dengan optimasi GA dengan dengan
jarak antar kurva 0,500. Artinya, dengan adanya
optimasi GA atau tanpa adanya optimasi GA pada
algoritma RF tidak memberikan dampak pada hasil
klasifikasi data Bank Marketing.

Penggunaan optimasi Bagging pada algotitma RF
ataupun penggunaan optimasi Genetic Algoritm dan
Bagging pada algoritma RF untuk klasifikasi data
Bank Marketing tidak lebih baik dari penggunaan
algoritma RF saja. Artinya optimasi Bagging pada
algotitma RF ataupun penggunaan optimasi GA dan
Bagging pada algoritma RF tidak diperlukan untuk
klasifikasi data Bank Marketing.

2)

4. Kesimpulan

Penelitian ini telah menguji algoritma RF dengan
optimasi GA dan Bagging. Hasil pengujian
menunjukkan bahwa dengan penggunaan optimasi GA
ataupun Bagging belum mampu meningkatkan akurasi
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dari algoritma RF untuk Kklasifikasi set data Bank
Marketing, dimana dengan menggunakan optimasi
ataupun tidak akurasi yang diperoleh adalah sebesar
88,30%. Optimasi yang dilakukan belum berhasil
disebabkan data yang digunakan terlalu imbalance,
sehingga ketika dilakukan proses bagging ataupun GA
sebaran data yang dihasilkan masih cukup banyak.
Imbalance data dapat dilihat dari setiap atribut pada set
data Bank Marketing yang memiliki type data yang
berbeda dan sebaran data yang terlalu bervariasi.
Adapun nilai AUC memperoleh hasil yang berbeda.
Namun demikian jarak dari kurva true positive terhadap
kurva false positive optimal berada pada penggunaan
algoritma RF tanpa optimasi. Berdasarkan temuan
tersebut dapat dikatakan bahwa optimasi Bagging pada
algoritma RF ataupun penggunaan optimasi GA dan
Bagging pada algoritma RF tidak diperlukan untuk
klasifikasi data Bank Marketing.

Penelitian ini belum memberikan nilai akurasi yang
cukup baik untuk Klasifikasi data Bank Marketing,
sehingga diperlukan penelitian lebih lanjut tentang
metode optimasi yang mampu meningkatkan performa
algoritma RF untuk Klasifikasi data Bank Marketing
dengan lebih memperhatikan imbalencing data,
misalkan menggunakan optimasi feature selection.
Penggunaan optimasi feature selection memungkinkan
untuk melakukan pemilihan subset dari fitur yang
relevan untuk digunakan dalam konstruksi model
sehingga diharapkan dapat mengatasi masalah
imbalencing data.
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